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　　［摘要］　目的　通过大样本临床数据构建再次剖宫产术中输血的预测模型，分析比较人工神经网
络（ａｒｔｉｆｉｃｉａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，ＡＮＮ）、极端梯度提升（ｅｘｔｒｅｍｅｇｒａｄｉｅｎｔｂｏｏｓｔｉｎｇ，ＸＧＢ）和Ｌｏｇｉｓｔｉｃ回归３种机
器学习算法的预测效果。方法　通过医院病历系统，收集我院２０１５年１０月至２０１７年１０月符合纳入
标准的再次剖宫产产妇２５２５例，详细录入产妇术前、术中各项指标。将可能有临床意义的变量纳入预
测模型的构建，分别采用Ｌｏｇｉｓｔｉｃ回归、ＸＧＢ和ＡＮＮ３种机器学习算法构建术中输血预测模型。计算并
比较３个模型的ＲＯＣ曲线下面积（ＡＵＲＯＣ）、精确度、召回率和Ｆ１值４个指标。结果　研究的有效样本
共２５２５例，其中３３２例（１３．１％）进行了术中输血。最终的模型得到 ５个最重要的预测因素为：术前
Ｈｂ、手术时间、宫缩乏力、前置胎盘和ＡＳＡ分级。Ｌｏｇｉｓｔｉｃ回归、ＸＧＢ和ＡＮＮ３种算法的ＡＵＲＯＣ依次为
０．９６０、０．９５９、０．９５６，同时通过Ｆ１值、精确度、召回率３个指标的比较发现３种算法差别很小。为进一
步比较预测效果，再次在训练样本和测试样本上进行预测验证，发现 ＸＧＢ的 ＡＵＲＯＣ为 ０．９０４和
０．８８６，高于Ｌｏｇｉｓｔｉｃ回归的０．８６８和０．８７８，以及ＡＮＮ的０．８８２和０．８８４，同时ＸＧＢ的精确度、召回率和
Ｆ１３个指标均略高于Ｌｏｇｉｓｔｉｃ回归和ＡＮＮ。结论　术前 Ｈｂ、手术时间、前置胎盘等指标可用于预测再
次剖宫产术中输血。Ｌｏｇｉｓｔｉｃ回归、ＸＧＢ和ＡＮＮ这３种机器学习算法均可用于剖宫产术中输血的预测，
但ＸＧＢ的预测效果比Ｌｏｇｉｓｔｉｃ回归和ＡＮＮ更准确。
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　　产科出血目前仍然是全世界范围内影响剖宫产发
病率和死亡率的主要原因［１］。剖宫产大出血可能导

致子宫切除、产妇死亡等不良结局［２］。输血是针对剖

宫产大出血的有效急救措施；研究表明，发达国家剖宫

产输血率为１．１％～７．８％，发展中国家最高达 １２．２％
以上［３－４］。２０１５年“二胎政策”放开［５］，我国再次剖宫

产产妇逐年增加；ＲＯＵＳＥ等［６］报道剖宫产输血率随剖

宫产次数的增加而增加，表明再次剖宫产输血风险明

显增加。已知剖宫产术中出血的危险因素包括产前贫

血、宫缩乏力等［７］，但对输血进行准确预测十分困难。

麻醉和产科医师对术中输血的预判主要根据临床经

验，尚缺乏可参考的临床证据，因此有必要提前预测产

妇输血概率。

　　机器学习（ｍａｃｈｉｎｅｌｅａｒｎｉｎｇ，ＭＬ）是一门人工智能
学科，利用数据训练模型，用模型进行预测，目前已广

泛应用于医学领域［８－９］。其可通过对临床中的大量数

据进行分析、计算和预测，帮助麻醉医师做出客观的预

测和判断［１０－１１］。与传统统计学方法相比，机器学习模

型可为患者提供更准确的预测，具有更好的预测性

能［１２］。因此本研究拟以再次剖宫产产妇作为研究对

象，通过分析比较人工神经网络（ａｒｔｉｆｉｃｉａｌｎｅｕｒａｌ
ｎｅｔｗｏｒｋ，ＡＮＮ）、极 端 梯 度 提 升 （ｅｘｔｒｅｍｅｇｒａｄｉｅｎｔ
ｂｏｏｓｔｉｎｇ，ＸＧＢ）和逻辑回归（ｌｏｇｉｓｔｉｃｒｅｇｒｅｓｓｉｏｎ，ＬＲ）三
种机器学习算法对再次剖宫产术中输血进行分析和预

测，探索术中输血预测的新思路，帮助麻醉和产科医师

术中提前识别需要输血的产妇，及时采取输血等干预

措施。

１　对象与方法

１．１　对象
　　本研究通过陆军军医大学第二附属医院伦理委员
会批准（伦理审批号：２０１８０４３０１）。通过医院电子病
案医疗系统，总共纳入 ２０１５年 １０月至 ２０１７年 １０月
于我院产科行再次剖宫产的产妇 ２５２５例，记录产妇
的年龄、入院时间、诊断等各项病例资料。纳入标准

为：年龄２０～４５岁，病历资料齐全。排除标准为：孕龄
＜２８周，严重凝血功能障碍、术前抗凝治疗以及合并出
血性疾病。

１．２　纳入变量和结局
　　基于文献检索和临床经验［１３－１４］，研究纳入了患者

信息、并发症、超声结果、检验结果、麻醉及术中因素等

３６个临床指标，详见表１。研究的主要结局是输血，包
括剖宫产术中红细胞等血制品的输注。目前剖宫产术

中输血标准并不完全统一，基于指南和参考文献［１５］，

我院剖宫产输血的指针为：产妇术中出血超过１０００ｍＬ，
持续出血合并心率加快、血压下降等生命体征改变

需应用血管活性药物维持以及血红蛋白低于 ６０ｇ／Ｌ
等情况。
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表１　临床指标

类型　　 指标

患者信息 年龄、ＢＭＩ、剖宫产次数、妊娠次数、孕周、距上次剖宫产时间、流产史

并发症 子宫肌瘤、肝功能异常、肾功能异常、甲亢或甲减、妊娠期糖尿病、妊娠期高血压、子痫、胎盘早剥、胎膜早破、先兆子宫破裂

超声结果 胎儿脐带绕颈、子宫前壁下段厚度、羊水指数、前置胎盘、术前胎心

检验结果 Ｈｂ、ＰＬＴ、ＡＰＴＴ、ＰＴ、ＴＴ、ＦＩＢ

麻醉和术中因素 麻醉方式、ＡＳＡ分级、手术时间、胎盘粘连、胎盘植入、盆腹腔粘连、新生儿体质量、宫缩乏力

ＢＭＩ：体质指数；Ｈｂ：血红蛋白；ＰＬＴ：血小板；ＰＴ：凝血酶原时间；ＡＰＴＴ：活化部分凝血活酶时间；ＴＴ：凝血酶时间；ＦＩＢ：血浆纤维
蛋白原；ＡＳＡ：美国麻醉医师协会

１．３　机器学习
　　本研究采用机器学习方法，利用监督学习从大量
已标记剖宫产数据中进行学习，建立和训练出一个能

够反映预测变量和输血结局之间相互关系的模型。首

先将所有 ２５２５个样本打乱后划分为两部分，前面
７５％为训练集，用于训练和优化机器学习模型，后面
２５％作为测试集，用于测试模型的最终表现。首先使
用ＫＦｏｌｄ方法将训练集数据划分为 ５份，分配到 ５个
独立的文件夹中；其次挑选线性回归、线性判别、最近

邻、决策树、朴素贝叶斯、支持向量机、Ａｄａ提升、随机
森林、极端树、梯度提升决策树等１１种机器学习算法，
在每个Ｆｏｌｄ中依次进行训练和评估，最后使用机器学
习框架ｓｃｉｋｉｔｌｅａｒｎ中的 ｃｒｏｓｓ＿ｖａｌ＿ｓｃｏｒｅ方法进行交叉
验证，观察不同算法的综合表现。最后根据算法表现，

挑选了 Ｌｏｇｉｓｔｉｃ回归、ＸＧＢ和 ＡＮＮ３个最终模型。机
器学习的一个重要挑战是挑选合适的特征变量。以

ＸＧＢ算法为例，首先我们依据简单的线性相关性来评
价所有３６个特征，从中挑选出得分靠前的２０个作为
ＸＧＢ算法的备选特征。然后，利用 ＸＧＢ模块提供的
“ｆｅａｔｕｒｅ＿ｉｍｐｏｒｔａｎｃｅｓ”和“ｐｌｏｔ＿ｉｍｐｏｒｔａｎｃｅ”方法来精选
特征

!

前者用于描述各个特征的重要性评分（０～
１００），后者用于绘制评分靠前的重要特征图。最后，
按重要性由高到低顺序排列这些特征，依次测试多个

特征组合的表现，从而挑选出更少但更重要的特征。

　　３种机器学习算法实现均采用 Ｐｙｔｈｏｎ（版本号
３．７．０）。Ｌｏｇｉｓｔｉｃ回归模型的建立和训练使用 Ｐｙｔｈｏｎ
软件包中的 Ｓｃｉｋｉｔｌｅａｒｎ（版本号 ０．２０．１）。首先在训
练集采用多因素Ｌｏｇｉｓｔｉｃ回归分析，用重复５折交叉验
证处理数据，得到输血最佳预测模型后用测试集最终

评价模型的实际效果。

　　ＸＧＢ模型同样使用 Ｐｙｔｈｏｎ机器学习软件包中的
Ｓｃｉｋｉｔｌｅａｒｎ进行训练和预测验证。在 ＸＧＢ的构建过
程中，主要采用以决策树为基函数的提升方法。经过

反复的多次训练、组合，得到一个最终模型。

　　ＡＮＮ模型主要采用 Ｋｅｒａｓ（版本号 ２．２．４）和

Ｔｅｎｓｏｒｆｌｏｗ（版本号１．１３．１）框架构建。人工神经网络
的参数和超参数选择是一个难点，考虑到总体样本数

量偏少，我们选择了简单的浅层 ＢＰ模型，以简化模
型、减轻过拟合现象。经多次尝试，初始模型选择

ａｄａｍ优化器并设置 Ｄｒｏｐｏｕｔ＝０．２进行训练的效果较
好，最后应用训练好的 ＢＰ模型对未经训练的样本进
行预测，与真实值进行比较。实际ＡＮＮ模型的输入层
节点数根据实际纳入指标数确定（８个），输出层节点
数为１（输出值为１表示输血，０表示未输血），隐含层
数目（１层）和隐含层节点数（１６个）根据多次迭代的
结果择优确定［１６］。

１．４　统计学分析
　　计量资料采用 珋ｘ±ｓ、Ｍ（Ｐ２５，Ｐ７５）表示，计数资料采
用频数（百分比）表示。对输血组和非输血组的各项

指标比较，连续型变量采用独立 ｔ检验或 Ｍａｎｎ
ＷｈｉｔｎｅｙＵ检验，分类变量采用χ２检验或Ｆｉｓｈｅｒ检验。
　　３种模型（或算法）的表现主要采用精确度、召回
率、加权Ｆ１（综合了精确度和召回率的评价指标）和
ＲＯＣ曲线下面积（ａｒｅａｕｎｄｅｒｔｈｅｒｅｃｅｉｖｅｒｏｐｅｒａｔｉｎｇ
ｃｈａｒａｃｔｅｒｉｓｔｉｃｃｕｒｖｅ，ＡＵＲＯＣ）４个指标来衡量。

２　结果

２．１　研究对象一般特征
　　本研究的有效样本对象共２５２５例，其中 ３３２例
（１３．１％）进行了术中输血。输血组的术中出血量高于
非输血组［（１０９３．７±６２４．１）ｍＬｖｓ（３０６．５±１２７．０）ｍＬ；
Ｐ＜０．００１］。输血组产妇的手术时间和住院时间均长于
非输血组 ［（１１７．２±５０．５）ｍｉｎｖｓ（７６．５±２１．０）ｍｉｎ；
（５．５±３．４）ｄｖｓ（３．２±１．５）ｄ；Ｐ＜０．００１］。两组产妇
比较差异有统计学意义的指标如表２所示，包括孕周、
剖宫产次数、妊娠次数、流产史、子宫前壁下段厚度、产

前血红蛋白、血小板、活化部分凝血活酶时间、血浆纤

维蛋白原、前置胎盘、胎盘粘连、胎盘植入、胎膜早破、

盆腹腔粘连、宫缩乏力、胎儿体质量、麻醉方式、ＡＳＡ
分级等（Ｐ＜０．０５）。
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表２　两组产妇各指标比较 ［珋ｘ±ｓ，例（％）］

剖宫产次数
组别 ｎ 年龄／岁 ＢＭＩ／ｋｇ·ｍ－２ 孕周／周 妊娠次数／次 流产史

妊娠合并

子宫肌瘤１ ２ ≥３
非输血组 ２１９３ ３１．８±４．１ ２７．８±３．６ ３８．１±１．５ ２０４６（９３．３） １３９（６．３） ８（０．４） ３．６±１．３ １６０９（７３．３） ８５（３．９）
输血组 ３３２ ３１．７±５．０ ２７．４±４．１ ３６．２±２．１ ２９２（８８．０） ４０（１２．０） ０（０） ４．０±１．４ ２８３（８５．２） ９（２．７）

Ｐ ０．８９９ ０．１２２ ＜０．００１ ０．００１ ＜０．００１ ＜０．００１ ０．３３７

组别 甲亢／甲减
距上次剖宫

产时间／年
子宫前壁下

段厚度／ｍｍ
妊娠期

糖尿病

妊娠期

高血压
子痫

产前

Ｈｂ／ｇ·ｄＬ－１
ＰＬＴ／１０９·Ｌ－１ ＰＴ／ｓ

非输血组 ８３（３．８） ６．５±３．４ １．３±０．５ ３４８（１７．５） ８９（４．１） ５０（２．３） １１．８±１．２ １７４．８±５６．５ １０．３±０．９
输血组 ９（２．７） ６．７±３．７ １．６±０．７ ５０（１５．１） ９（２．７） ８（２．４） １０．６±１．５ １８４．８±６６．５ １０．４±０．７

Ｐ ０．３７４ ０．４３２ ＜０．００１ ０．８１４ ０．２７１ ０．８２２ ＜０．００１ ０．００９ ０．１２７
组别 ＦＩＢ／ｇ·Ｌ－１ ＡＰＴＴ／ｓ ＴＴ／ｓ 肝功能异常 肾功能异常 胎盘植入 胎盘早剥 胎膜早破 盆腹腔粘连

非输血组 ４．２±０．８ ２６．０±３．６ １７．１±２．９ １６６（７．６） １１（０．５） ３２（１．５） ９（０．４） ２５６（１１．７） ４８１（２１．９）
输血组 ４．１±０．９ ２７．０±４．４ １７．０±２．４ ３０（９．０） １（０．３） ９８（２９．５） １（０．３） １８（５．４） １２９（３８．９）

Ｐ ０．０２５ ＜０．００１ ０．７１１ ０．２７９ ＞０．９９９ ＜０．００１ ＞０．９９９ ０．００１ ＜０．００１

组别 前置胎盘 胎盘粘连
先兆子

宫破裂

胎儿脐

带绕颈
宫缩乏力

羊水指

数／ｍｍ
胎儿体

质量／ｋｇ
术中失血

量／ｍＬ

非输血组 ５３（２．４） １３１（６．０） １３９（６．３） ３２７（１４．９） １００（４．５） １１６．８±３７．６ ３．３±０．５ ３０６．５±１２７．０
输血组 ２４５（７３．８） １０８（３２．５） ２５（７．５） ５２（１５．７） ９２（２７．７） １２０．３±３９．０ ２．９±０．５ １０９３．７±６２４．１

Ｐ ＜０．００１ ＜０．００１ ０．３３９ ０．５７５ ＜０．００１ ０．１６５ ＜０．００１ ＜０．００１
麻醉方式 ＡＳＡ分级

组别 手术时间／ｍｉｎ 住院时间／ｄ
腰麻 硬膜外 腰硬联合 全麻 Ⅰ－Ⅱ Ⅲ－Ⅳ

非输血组 １８９４（８６．４） ７０（３．２） １３７（６．２） ９１（４．１） ２０４０（９３．０） １５３（７．０） ７６．５±２１．０ ３．２±１．５
输血组 ２５６（７７．１） ３（０．９） ２９（８．７） ４４（１３．３） １０９（３２．８） ２２３（６７．２） １１７．２±５０．５ ５．５±３．４

Ｐ ＜０．００１ ＜０．００１ ＜０．００１ ＜０．００１

ＢＭＩ：体质指数；Ｈｂ：血红蛋白；ＰＬＴ：血小板；ＰＴ：凝血酶原时间；ＡＰＴＴ：活化部分凝血活酶时间；ＴＴ：凝血酶时间；ＦＩＢ：血浆纤维
蛋白原；ＡＳＡ：美国麻醉医师协会

２．２　机器学习结果
　　Ｌｏｇｉｓｔｉｃ回归结果显示，术前Ｈｂ≤９．９ｇ／ｄＬ、ＰＬＴ＜
１００／１０９·Ｌ－１、前置胎盘、胎盘粘连、宫缩乏力、ＡＳＡⅢ
Ⅳ和手术时间＞１００ｍｉｎ的产妇发生术中输血的风险
更高，见表３。
　　ＸＧＢ预测模型最后得到８个最重要的特征，按照
重要程度从高到低排序为：术前Ｈｂ、手术时间、子宫下
段前壁厚度、宫缩乏力、术前胎心、前置胎盘、ＡＳＡ分
级、促子宫收缩药，评分越高的变量对模型的影响越

大，结果如图１所示。８个特征之间的相关性（包括与
研究目标输血的相关性）如图 ２所示，与输血相关性
较大的指标包括：前置胎盘、ＡＳＡ分级、手术时间、宫
缩乏力和术前Ｈｂ，前置胎盘、ＡＳＡ分级、手术时间、宫
缩乏力与输血呈正相关，Ｈｂ与输血呈负相关。
　　最后以人工神经网络模型为例，利用测试集中最
后１００个数据，绘制真实值和预测值散点图，蓝色小圈
代表真实值，红色小点代表预测值，得到结果如图 ３，
获得较好预测效果。机器学习模型没有固定的方程，

每个观察对象都对应１个不同的方程，将患者的变量
特征输入模型后，即可为每个患者输出个体化的术中

输血风险值。

表３　Ｌｏｇｉｓｔｉｃ回归筛选出的输血危险因素

变量 ＯＲ（９５％ＣＩ） Ｐ

产前Ｈｂ／ｇ·ｄＬ－１

　≥１１作参考组

　１０－１０．９ １．８７８（０．９２４－３．８２０） ０．０８２

　≤９．９ １６．８３１（９．０３５－３１．３５４） ＜０．００１

ＰＬＴ／１０９·Ｌ－１

　　≥１００作参考组

　　＜１００ ２．８４６（１．２５５－６．４５５） ０．０１２

前置胎盘 １８．３４６（８．２８０－４０．６４８） ＜０．００１

胎盘粘连 ３．１０４（１．５７９－６．１０２） ０．００１

宫缩乏力 ５．５６４（２．８１７－１０．９８７） ＜０．００１

ＡＳＡ分级

　Ⅰ～Ⅱ作参考组

　Ⅲ～Ⅳ ４．９９９（２．５８０－９．６８３） ＜０．００１

手术时间／ｍｉｎ

　≤６０作参考组

　６１～１００ １．９７１（０．８６７－４．４８４） ０．１０６

　＞１００ ５．５１５（２．１４５－１４．１７８） ＜０．００１
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促子宫收缩药种类

ASA分级

前置胎盘

术前胎心

宫缩乏力

子宫下段前壁厚度

手术时间

术前Hb 143

133

90

66

65

43

29

26

20 40 60 80 100 120 140 1600
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ＸＧＢ预测模型的８个最重要的特征评分，评分越高的变量对模型的影响越大。对于一个训练好的ＸＧＢ模型，可以利用ｇｅｔ＿ｆｓｃｏｒｅ函数
来获取其特征重要性Ｆｓｃｏｒｅ得分，亦可利用ｐｌｏｔ＿ｉｍｐｏｒｔａｎｃｅ函数将特征按重要性由高到低排列，同样以Ｆｓｃｏｒｅ得分来呈现。

图１　ＸＧＢ预测模型８个主要特征评分
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相关性热图用于呈现不同因素之间的相关性大小（ｐｅａｒｓｏｎ相关系数）。横坐标和纵坐标对应交叉的格子内的数值为两个指标
的相关性大小值，相关性的绝对值大小范围为０～１，值越大表示相关性越大；正值表示正相关，负值表示负相关。右侧的颜色
渐变长条图指示不同的颜色代表不同的值。ｔａｒｇｅｔ为预测目标，即是否输血。比如左下角的－０．３１表示术前Ｈｂ这一因素与是
否输血之间的相关系数为－０．３１（负相关）。

图２　各指标之间的相关性热图（ｈｅａｔｍａｐ）
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图３　人工神经网络模型预测散点图

２．３　３种机器学习算法表现的评价
　　Ｌｏｇｉｓｔｉｃ回归、ＸＧＢ和 ＡＮＮ３种机器学习算法的
表现主要采用加权的Ｆ１、精确度、召回率和ＡＵＲＯＣ这
４个指标来衡量。在全部样本上，采用将样本划分到
５个Ｆｏｌｄ的方法来进行训练和交叉验证，并将交叉验
证的指标求平均值然后比较其评价指标大小。Ｌｏｇｉｓｔｉｃ
回归的ＡＵＲＯＣ为０．９６０，略高于ＸＧＢ的０．９５９和ＡＮＮ
的０．９５６。ＸＧＢ的精确度为０．８７３，略高于 Ｌｏｇｉｓｔｉｃ回
归的０．８７２和ＡＮＮ的０．８４１。ＡＮＮ的召回率为０．７８１，
高于 Ｌｏｇｉｓｔｉｃ回归的 ０．７６０和 ＸＧＢ的 ０．７５９。ＸＧＢ和
ＡＮＮ的Ｆ１均为０．９５０，高于Ｌｏｇｉｓｔｉｃ回归的０．９４８（表４）。

表４　Ｌｏｇｉｓｔｉｃ回归、ＸＧＢ和ＡＮＮ模型结果比较

数据 ｎ 模型 Ｆ１ 精确度 召回率 ＡＵＲＯＣ
全部样本 ２５２５ Ｌｏｇｉｓｔｉｃ回归 ０．９４８ ０．８７２ ０．７６０ ０．９６０

　ＸＧＢ ０．９５０ ０．８７３ ０．７５９ ０．９５９
　ＡＮＮ ０．９５０ ０．８４１ ０．７８１ ０．９５６

训练样本 １８９３ Ｌｏｇｉｓｔｉｃ回归 ０．９５１ ０．９５２ ０．９５４ ０．８６８
　ＸＧＢ ０．９６６ ０．９６７ ０．９６４ ０．９０４
　ＡＮＮ ０．９６０ ０．９６１ ０．９６１ ０．８８２

测试样本 ６３２ Ｌｏｇｉｓｔｉｃ回归 ０．９５３ ０．９５４ ０．９５１ ０．８７８
　ＸＧＢ ０．９５８ ０．９５９ ０．９５８ ０．８８６
　ＡＮＮ ０．９５３ ０．９５７ ０．９５４ ０．８８４

　　为了进一步比较３种机器学习方法的预测能力，
再将全部样本随机划分为两部分：前 ７５％训练集，后
２５％为测试集。然后，在训练集上再次训练３种模型，
这时，模型并未接触到任何测试集中的样本。待模型

训练结束后，再用训练出的模型在测试集上进行预测，

并将真实输血状况与预测值进行比对，并查看其 Ｆ１、
精确度、召回率和ＡＵＲＯＣ４个指标。分别就训练样本

和测试样本来看，ＸＧＢ的 ＡＵＲＯＣ为０．９０４和０．８８６，
高于 Ｌｏｇｉｓｔｉｃ回归的 ０．８６８和 ０．８７８，以及 ＡＮＮ的
０．８８２和０．８８４；同时 ＸＧＢ的 Ｆ１、精确度、召回率３个
指标也均略高于 Ｌｏｇｉｓｔｉｃ回归和 ＡＮＮ。因此，就本次
结果来看，ＸＧＢ算法的表现略优于 Ｌｏｇｉｓｔｉｃ回归和
ＡＮＮ（表４）。

３　讨论

　　本研究回顾性分析了再次剖宫产产妇术中输血情
况，采用机器学习算法对术中输血进行了预测研究，经

过优化选择并比较了Ｌｏｇｉｓｔｉｃ回归、ＸＧＢ和ＡＮＮ三种
算法，为再次剖宫产产妇术中输血的风险评估和预测

提供了新思路。既往关于剖宫产输血的预测研究大多

笼统纳入了所有剖宫产人群，很少有专门区分初次剖

宫产与再次剖宫产的研究。本研究中再次剖宫产术中

输血的发生率为 １３．１％，远高于文献报道的 １．１％～
７．８％的剖宫产总体输血率［１７］。另外，不同于一般剖

宫产产妇，再次剖宫产产妇中输血产妇合并前置胎盘

的比例高达 ７３．８％，可见术前并发症多、手术难度增
大、手术时间延长等可能是再次剖宫产术中输血率增

加的原因。因此这些结果表明有必要探寻专门用于预

测再次剖宫产术中输血的策略。

　　既往关于剖宫产围术期输血的预测研究大多采用
传统的Ｌｏｇｉｓｔｉｃ回归方法进行危险因素分析，很少专门
对输血进行预测，由于传统方法存在数据处理工作量

大、人工操作复杂等原因，其纳入的临床指标通常比较

局限，很少纳入血液学指标如凝血４项及术前超声结
果等各项计量资料，预测的灵敏度、特异性约在７０％～
８０％之间，ＡＵＲＯＣ也不高（大多０．８～０．９）。本研究采

５３４２　ｈｔｔｐ：／／ａａｍｍｔ．ｔｍｍｕ．ｅｄｕ．ｃｎ　　 　　　　　　第三军医大学学报，２０１９，４１（２４）



用３种机器学习算法，纳入了３０多个临床指标，通过
对训练样本和测试样本的数据分析和预测验证，其

Ｆ１、精确度、召回率均可达到 ９０％以上，ＡＵＲＯＣ也接
近０．９左右，较传统Ｌｏｇｉｓｔｉｃ回归模型的预测效果大幅
度提高。３种算法构建的预测模型最终都纳入产前血
红蛋白、前置胎盘、宫缩乏力、ＡＳＡ分级和手术时间这
５个变量，这充分证明以上 ５个因素是再次剖宫产术
中输血的重要预测因素，这与既往同类研究结果相吻

合［１３］。除了以上５个因素，研究还筛选出子宫下段前
壁厚度、术前胎心和促子宫收缩药物等因素。ＧＩＺＺＯ
等［１８］提出，当子宫下段前壁较薄处厚度＜１．５ｍｍ时，
子宫破裂的风险明显增高，这可能与输血风险增加相

关。促子宫收缩药物的应用是产科医师根据产妇情况

采取的治疗措施，也可能影响输血情况。关于术前胎

心，目前暂无研究讨论其与输血的关系。这３个因素
在既往研究中少有提到，可能是潜在影响再次剖宫产

术中输血的风险因素，需进一步的研究予以完善。

　　另外，本研究比较了 Ｌｏｇｉｓｔｉｃ回归、ＸＧＢ和 ＡＮＮ
３种机器学习算法构建预测模型的各项评价指标。在
全部样本上，３种算法的ＡＵＲＯＣ均可达０．９５左右，其
Ｆ１、精确度、召回率均表现较好且差异很小，说明３种
模型在剖宫产术中输血的预测中均具有较大潜力。但

就预测效果来看，ＸＧＢ的４个指标（尤其是 ＡＵＲＯＣ）
均高于 Ｌｏｇｉｓｔｉｃ回归和 ＡＮＮ。因此就本研究结果来
看，ＸＧＢ算法的预测效果优于 Ｌｏｇｉｓｔｉｃ回归和 ＡＮＮ。
而此前关于剖宫产输血预测的研究大多采用传统的

Ｌｏｇｉｓｔｉｃ回归分析方法，尽管 Ｌｏｇｉｓｔｉｃ回归容易理解并
实现，且广泛应用于临床疾病的危险因素研究，但也有

一些缺点，比如容易欠拟合，分类精度不高，预测效果

容易受缺失数据影响等。从本研究结果可以发现相比

传统统计学方法，基于机器学习ＸＧＢ的预测模型可更
好地用于再次剖宫产产妇术中输血预测。

　　ＸＧＢ是当前比较流行的集成学习算法，其最大的
特点在于它能够自动利用ＣＰＵ的多线程进行并行，不
容易过拟合，同时在算法上加以改进提高了精度。它

本身不是一个单独的机器学习算法，而是通过构建并

结合多个机器学习器来完成学习任务。即通过训练若

干个个体学习器，结合成一个强学习器，以达到博采众

长的目的。集成学习可以用于分类问题集成，回归问

题集成，特征选取集成等，可以说所有的机器学习领域

都可以看到集成学习的身影［１９］。

　　本研究存在一定的局限性：首先，这是一项回顾性
临床研究，预测结果需要进一步在前瞻性研究中验证。

其次，本院作为该地区的危重产妇转诊治疗中心，纳入

的产妇病情更加复杂，可能存在选择偏倚，需进一步多

中心研究来完善相关结果。最后，本研究中可能还存

在一些未纳入的影响因素，如产科医师和麻醉医师的

临床经验等，未纳入的潜在因素也可能对结果有一定

影响。

　　综上所述，本研究采用３种机器学习算法对较大
样本的剖宫产临床数据进行处理分析和结果预测，发

现再次剖宫产术中输血的 ５个重要预测变量为：术
前 Ｈｂ、手术时间、宫缩乏力、前置胎盘、ＡＳＡ分级。
同时将 ３种算法进行比较，发现 Ｌｏｇｉｓｔｉｃ回归、ＸＧＢ
和ＡＮＮ这３种机器学习算法均可用于剖宫产术中输
血的预测，其中 ＸＧＢ的预测效果比 Ｌｏｇｉｓｔｉｃ回归和
ＡＮＮ更准确。
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